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Resumen. La memoria asociativa entrdpica es un concepto relacionado con la
capacidad de un sistema para almacenar y recuperar informacién de manera
eficiente y confiable, incluso cuando las entradas son parciales o ruidosas.
Utilizar este tipo de memoria ayuda a aprovechar eficientemente la memoria
de un sistema, pues almacena los datos de manera compacta y los asocia
inteligentemente, lo cual es muy util en sistemas con recursos limitados. En este
articulo se presenta un clasificador de bosquejos hechos a mano (fuente Quick,
Draw! de Google Creative Lab) usando redes neuronales convolucionales como
médulo de entrada y salida de informacién, implementando ademds un sistema de
memoria asociativa entrépica pesada con el objetivo de almacenar y recuperar los
elementos de la base de datos (trazos). En este articulo se muestran experimentos
que exploran las configuraciones de memoria propuestas. Finalmente, se presenta
la configuracién 6ptima de la memoria para esta base de datos con respecto a las
clases seleccionadas.

Palabras clave: Memoria asociativa entrdpica, clasificador de imédgenes, redes
neuronales convolucionales.

Sketch Classifier using Weighted
Entropic Associative Memory

Abstract. Entropic associative memory is a concept related to the ability
of a system to store and retrieve information efficiently and reliably, even
when the inputs are partial or noisy. Using this type of memory helps to
efficiently take advantage of a system’s memory, as it stores data compactly and
associates it intelligently, which is very useful in systems with limited resources.
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This article presents a hand-drawn sketch classifier (source Quick, Draw! from
Google Creative Lab) using convolutional neural networks as an information
input and output module. It also implements a Weighted entropy associative
memory system to store and retrieve database elements (sketch). This article
shows experiments exploring the proposed memory configurations. Finally, the
optimal memory configuration for this database concerning the selected classes
is presented.

Keywords: Entropic associative memory, images classifier, convolutional
neural networks.

1. Introduccion

Las memorias naturales de los seres humanos y otros animales con un sistema
neuronal suficientemente desarrollado son asociativas [6]. Asi, por ejemplo una imagen,
un sabor o un olor pueden iniciar una cadena de recuerdos a partir de sus significados o
contenidos. En otras palabras, estos estimulos se encuentran asociados con recuerdos,
los cuales podrian representan informacion guardada en la memoria. El acceso a esta
informacioén es a través de sefiales, claves o descripciones, ademas la recuperacion de la
memoria es una operacion constructiva, esto es un recuerdo puede servir de pista para
recordar mas elementos adicionales por esto es importante su estudio.

En [6] los autores reportan que ha sido extremadamente dificil crear modelos
computacionales de memorias asociativas dentro del paradigma simbdlico, y aunque
se han realizado importantes intentos de utilizar redes seméanticas [9] desde el inicio y
sistemas de produccién mds recientemente [1], atin hacen falta memorias asociativas
simbolicas practicas. Algunos trabajos han estudiado este tipo de memoria dentro
del paradigma de las redes neuronales [10]. Esto es, almacenan una gran cantidad
de patrones que pueden seleccionarse con sefiales completas o parciales, asi como
recuperar el patrén que estd mds cerca de la pista segiin una funcién abstracta.

Las posibles heuristicas usadas para representar la memoria reflejan estrategias
andlogas utilizadas en representaciones simbdlicas donde la negacién se equipara con
la falta de prueba. Sin embargo, en este articulo se utiliza una tabla para representar
la memoria asociativa como se describe en [5]. De manera general, el aporte de
este articulo consiste en mostrar la configuracién éptima de los pardmetros para la
implementacién de una memoria asociativa entropica pesada para la clasificacién de
bosquejos hechos a mano usando redes neuronales convolucionales como mecanismo
de entrada/salida de informacion. Es importante resaltar que la red neuronal también se
utilizard para comprobar el resultado de la memoria entrépica.

2. Estado del arte
El primer trabajo publicado sobre memorias asociativas entrépicas se puede
consultar en [6]. En este los autores presentan la idea y cdmo es posible usar este tipo

de memoria para la recuperacién de informacion.
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Fig. 1. Operaciones de la memoria asociativa entrépica pesada [8].

En este primer articulo los autores presentan experimentos relacionados con el
reconocimiento de digitos escritos a mano utilizando el corpus MNIST, en el cual se
obtuvieron resultados muy favorables con una memoria de tamaifo 64 x 64 presentando
100 % de precision, 95 % de recuperacién y con una entropia promedio de 4.2.
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Fig. 2. Arquitectura de la memoria asociativa pesada [8].

Posteriormente, en [4] se presenta el uso de la memoria asociativa entrdpica para
la deteccion de simbolos manuscritos utilizando en ésta ocasién el corpus EMNIST
donde los autores determinaron las caracteristicas eficientes de la memoria para ese
dominio; en éste caso la memoria de tamafio 64 x 128 con 87 % de precision, 77 % de
recuperacién y una entropia promedio de 5.4. En [7] los autores introducen la idea de
memoria asociativa entropica pesada y muestran un caso de estudio de la representacion
y el aprendizaje fonético. En este articulo se muestran los experimentos para concluir
los parametros eficientes en el uso de este tipo de memoria especificamente en ese
dominio utilizando el corpus de DIME x 100; se muestra que el mejor tamafio de los
registros de memoria es 32 x 32 en este caso.

3. Marco tedrico

La memoria asociativa entropica (EAM, por sus siglas en inglés) es un concepto
que busca unir los procesos de memoria natural con los modelos computacionales.
Los sistemas de EAM estdan definidos mediante el modo de computacién relacional
indeterminada (RIC, por sus siglas en inglés).

3.1. Computacion relacional indeterminada

La RIC es un enfoque que combina la estructura relacional con cierta flexibilidad o
ambigiiedad en la interpretacion de los datos. El objeto de computacion basico de este
modo es la relacién matemadtica, entre un objeto en el dominio con uno 6 varios objetos
del co-dominio [6]. Sean los conjuntos A = {ay,..,a,} y V = {v1,...,0m}, con
cardinalidades n y m, el dominio y co-dominio de una relacién finitar : A — V, donde
los objetos del dominio son llamados argumentos y los del co-dominio son llamados
valores. Por cuestiones de notacién para cualquier relacién r se define una funcién
R : AxV — {0,1} tal que R(a;,v;) = 1 si el argumento a; se relaciona con el
valor vj y R(a;,v;) = 0 en caso contrario.
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iMuy bien!

Nuestra red neuronal ha adivinado 5 de tus dibujos.
Pero ha visto otra cosa en 1 de ellos.
Selecciona uno para saber qué ha reconocido.

~| | &
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Fig. 3. Ejemplo los resultados al concluir el juego de Quick Draw! [3].

La RIC tiene una representacidon extensional, es decir, se centra en enumerar
ejemplos concretos y propiedades generales de los conceptos, ademds sus algoritmos
son indeterminados y entrépicos con una arquitectura distribuida y paralela.

Entropia Computacional La entropia computacional 6 entropia de la informacion,
introducido por Claude Shannon en 1948 [11], cuantifica la incertidumbre de variables
aleatorias y puede ser utilizada para medir la indeterminacién en una relacién
matemdtica. Por ejemplo, si la entropia de una funcién es cero, es porque estd
completamente determinada, y seria maxima cuando todos los elementos del dominio
estan relacionados con todos los del co-dominio.

Operaciones Relacionales En términos generales, el RIC se caracteriza por tres
operaciones fundamentales: abstraccidn, inclusién y reduccién. Consideremos dos
relaciones arbitrarias, 7y y 7., que mapean elementos desde un conjunto A a un
conjunto V' con una funcién f, sobreyectiva. Es importante destacar que una funcién
también es una relacidn, por lo que en las siguientes definiciones, las relaciones pueden
ser funciones. Estas operaciones, de acuerdo a [5], se definen como sigue:

— Abstraccién: \(ry,7,) = g, tal que Q(a;,v;) = Ry(a;,vj) V Rq(a;, v;) para todo
a; € Ayw; € V,esdecir, A(r¢,rq) = 7 Urq. Es decir, construye una relacién a

partir de dos relaciones.
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Tabla 1. Categorias utilizadas en el segundo conjunto de experimentos.

Categoria Etiqueta Categoria Etiqueta Categoria Etiqueta Categoria Etiqueta
Avién 0 Manzana 5 Ave 10 Rana 15
Reloj despertador 1 Esparrago 6 Automévil 11 Caballo 16
Ambulancia 2 Hacha 7 Gato 12 Calavera 17
Hormiga 3 Mochila 8 Perro 13 Camidn 18
Yunque 4 Banana 9 Pato 14 Brazo 19

&SR SRS

Fig. 4. Ejemplos de las imagenes obtenidas de Quick, Draw!

— Inclusién: n(r,, ) es verdadero si R, (a;,v;) — Ry(a;,v;) paratodo a; € Ay
v; € V (es decir implicacién material), y falso en caso contrario.

— Reduccion: 3(fq,7¢) = f, tal que sin(fq, ) es verdad f,(a;) = r¢(a;) para todo
a;, donde la distribucién aleatoria se centra en f,, con varianza o. Si n(fq,7s) 10 se
satisface 3( f,, ¢) no estd definida.

En la figuras 1 se muestran las operaciones posibles A (registrar), ) (reconocer), y 3
(recuperar) respectivamente.

Computacién con tablas La implementacién del modo de RIC en el formato de
tablas se denomina aqui Computacién con Tablas (CT)[5]. Esta representacién consiste
en una tabla con n columnas y m filas, donde cada una representa un Registro de
Memoria Asociativo que contiene una relacién entre el conjunto A argumentos |A| = n
y el V valores, |V| = m. En cada celda de la tabla es posible agregar el valor v; del
argumento a; se expresa como un 1 en el renglén j de la columna 3.

3.2. Memoria asociativa entropica pesada

En la implementacién original de la Memoria Asociativa Entrdpica, el contenido
de las unidades bdsicas de memoria o registros estaban encendidos o apagados, por
lo tanto todos los objetos almacenados tenian el mismo peso. En [7] se introdujo
una extensién de la EAM llamada Memoria Asociativa Entrépica Pesada (W-EAM o
Weighted Entropic Associative Memory). Para este modelo se introduce el concepto de
pesos en los registros de memoria; en lugar de la disyuncién inclusiva, la operacién A
(operacidn Registrar) incrementa en uno el valor de todas las celdas en el registro de
memoria asociativa (RMA) correspondiente a las celdas en el registro auxiliar usado
por la pista; la operacion 7 (operacién Reconocer) se define a través de la implicacién
material entre las celdas del registro auxiliar y las celdas correspondientes en el RMA;
la operacién /3 (operacion Recuperar) selecciona una fila del RMA que corresponda
al valor del objeto recuperado, para todas las celdas utilizadas por la pista [8]. Estas
operaciones se ilustran en la Figura 1.
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Tabla 2. Categorias utilizadas en el primer conjunto de experimentos.

Categoria Etiqueta Categoria Etiqueta

Avién 0 Pato 5
Ave 1 Rana 6
Automovil 2 Caballo 7
Gato 3 Calavera 8
Perro 4 Camidn 9

3.3. Arquitectura

Se empled la CT definida en la seccién anterior para implementar un sistema de
memoria asociativa entropica pesada utilizada en el procesamiento de imdgenes cuyo
modelo se encuentra representado en la Figura 2. Los componentes principales son los
mismos que utilizaron en [6]: un encoder (VGG-16-like), un clasificador, y un decoder
para la reconstruccion del bosquejo.

4. Propuesta

Para lograr definir los limites que presenta la memoria asociativa entrépica pesada,
en este trabajo se optd por trabajar con la base de datos del juego Quick, Draw!
creado por Google.

4.1. Quick, Draw!

Quick, Draw! es un juego en linea desarrollado por Google que utiliza la inteligencia
artificial para adivinar y reconocer dibujos realizados por el jugador. Véase la figura
3. La base de datos de Quick, Draw! [2] es una coleccion de 50 millones de imédgenes
distribuidas en 345 categorias, las cuales han sido contribuidas por los usuarios del
juego. Cada imagen es guardada como un conjunto de vectores asociados a una
marca de tiempo etiquetados con metadatos los cuales incluyen informacién como por
ejemplo, qué fue lo que se le pidié dibujar al jugador, si el dibujo fue reconocido o
no y el pais de conexion el jugador. El tamafio de las imdgenes fueron de 28 x 28
pixeles. En la Figura 4 se muestran algunos ejemplos de las imdgenes contenidas en
ésta base de datos.

5. Experimentacion

Para estudiar los pardmetros eficientes del uso de la memoria asociativa entrépica
pesada se emplearon imagenes de tamafio 28 x 28 pixeles, y una sola memoria con
o = 0.1 como en [8]. La distribucién de los datos fue de la siguiente manera, 70 % para
entrenamiento del codificador y el decodificador, y el clasificador, 20 % para el llenado
de la memoria, y el restante 10 % fue para pruebas. El sistema en general se configurd
de la siguiente manera:
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1. Se entrenan el clasificador y el autoencoder simultdneamente utilizando el conjunto
de datos de entrenamiento, del cual se utiliza el 80 % para entrenar las redes y el
20 % para validacion.

2. Se prueba el clasificador completo y el autocodificador usando el conjunto de datos
de prueba completo.

3. Para todos los registros de memoria con co-dominio 2™, donde 0 < m < 10, se
llenan con todo el conjunto de datos escogidos para este fin, incluyendo objetos
de todas las clases. Posteriormente se evaliia el rendimiento de la operaciéon de
reconocimiento 7 utilizando cada objeto incluido en el conjunto de datos de prueba
como sefial, clasificando todos los objetos recuperados y comparando la clase
asignada a dicho objeto con la clase asignada a la sefial; después se seleccionan
los registros de memoria con el mejor nimero de argumentos.

4. Se prueba el desempefio de la operacién de reconocimiento 7) para los registros
seleccionados en el paso anterior con las mejores filas llendndolas con diferentes
cantidades del conjunto de datos de llenado, o niveles de entropia.

5. Se evalda el procedimiento utilizando el método estdndar de validacién cruzada con
k = 10.

5.1. Tamaio del dominio

Para este conjunto de experimentos se utilizaron 10 categorias (mostradas en
la Tabla 2) las cuales contienen 10,000 elementos cada una. El objetivo de estos
experimentos es determinar el dominio sobre el cual la memoria presenta un
rendimiento 6ptimo. La Figura 5 muestra los resultados obtenidos para los distintos
dominios, se muestran de izquierda a derecha: La matriz de confusién del clasificador;
la precision, recuperacién y entropia promedio del reconocimiento del sistema, el
dominio indica las columnas (argumentos) de las tablas, el eje horizontal muestra el
numero de filas y el eje vertical muestra los porcentajes de precision y recuperacion; asi
como el comportamiento del sistema.

Al analizar los resultados se puede observar que el sistema tiene un mejor
rendimiento con 128 columnas, en este caso el clasificador obtuvo una precisién de
80.4 %, de igual manera los porcentajes de precision y recuperacién alcanzaron el
80 %. En la Figura 5 puede observar como el porcentaje de precisién y recuepreacion
se mantiene casi constante al ir aumentando el nimero de filas, en este caso al
estar probando los limites de la memoria se elige la memoria mds grande con mejor
resultado, la cual serfa de tamafio 128 x 256. Un registro de este tamafio contiene
128 x 256 = 32,768 celdas, cada una contiene 2 bytes que guardan nimeros enteros,
es decir, esta memoria utiliza 65,536 bytes.

5.2. Numero de categorias

El objetivo de este conjunto de experimentos es determinar con que cantidad de
categorias presenta un mejor rendimiento utilizando como base el mejor resultado del
primer conjunto de experimentos, es decir, un sistema que presenta una memoria de
dominio 128 con 10 categorias con 10,000 imagenes cada una.
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Fig. 5. Resultados del experimento con distintos dominios.

Se utilizan los mismos pardmetros asi como la misma distribucién de los datos
mostrados anteriormente. Se realiza el mismo procedimiento que en el conjunto
de experimentos anterior pero en esta ocasion variando la cantidad de categorias,
utilizando las mostradas en el cuadro 1. En la Figura 6 se presentan los resultados
de estos experimentos, se observa como al aumentar la cantidad de categorias a partir
de 10 los porcentajes de precision y recuperacién disminuyen al igual que la precision
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Fig. 6. Resultados del experimento con distintos nimeros de categorias.

del clasificador. Sin embargo, los experimentos con 12 y 13 categorias mostraron un
buen rendimiento con una memoria de tamafio 128 x 4 alcanzando 75 % de precision
y recuperacién. De acuerdo con los resultados de este conjunto de experimentos la
cantidad de categorias con las cuales el sistema presenta un mejor resultado es 10 con
80 % de precision y recuperacion al igual que en el conjunto de experimentos anterior.

6.
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Conclusiones

Las memorias naturales en humanos y animales son asociativas, declarativas y
distribuidas, asi que, cuando recordamos algo, las sefiales o descripciones activan una
cadena de recuerdos relacionados basados en significados o contenidos.
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De acuerdo con los resultados obtenidos en este trabajo se puede concluir que,
dentro de los valores experimentados, la configuracion mas eficiente y de mayor
capacidad de memoria asociativa entrépica pesada para un problema de clasificacion de
bosquejos de 28 %28, es utilizar una memoria de tamafio 128 x 256, con 10 categorias
y 10,000 elementos por categoria obteniendo 80 % de precision.

Finalmente, una enorme ventaja de la memoria asociativa entrépica es su capacidad
de comprimir. En este caso, cada imagen (de tamafio 28 x 28 pixeles y en formato PNG)
extraida de la base de datos en promedio ocupaba 380 bytes; para llenar las memorias
se utiliz6 el 20 % del corpus, es decir 20,000 imagenes que en formato PNG, lo que
significa usar 7.6 MB. Al utilizar un sistema de memoria asociativa entrépica pesada
se utilizaron 65,536 byte, es decir 0.065536 MB. Por lo tanto el factor de compresion
de 116, lo que quiere decir que el espacio ocupado por la memoria distribuida es 115.9
veces menor, y permite tener ahorros de espacio de hasta un 99.1 %.

Debido a la capacidad del sistema de realizar bisquedas en paralelo asi como
la capacidad de rechazar patrones que no se encuentran alojados en la memoria de
manera eficiente, se puede utilizar en sistemas de gestiéon de bases de datos para
recuperar rdpidamente datos en funcién de su contenido 6 también se puede utilizar
en procesamiento de imigenes. Como trabajo futuro se planea utilizar otros dominios
para estudiar el comportamiento de la memoria asociativa entrépica.
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